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요 약  

 
본 논문은 기존 강화학습을 활용한 통신 프로토콜 연구에서 주로 다루어진 Q-learning 기반 알고리즘보다 

더 기본적인 강화학습 알고리즘인 Temporal-Difference(TD)와 Monte-Carlo(MC)를 통신 알고리즘에 

적용하여 강화학습 방식에 따른 네트워크 접속성능의 비교분석을 진행하였다. 실험을 위해 알고리즘은 

대용량의 데이터를 작은 단위로 나누어 전송하는 다중 사용자 환경을 가정하였다. 본 논문에서는 TD 와 

MC 알고리즘에 동일한 reward 를 주지만  ε-greedy 방식을 사용하는 경우에 ε 값을 다르게 설정하여 

성능을 비교하는 실험과 ε 값을 고정하고 reward 를 다르게 하는 실험을 수행하였다. 실험 결과 TD 와 

MC 를 활용한 노드 간 통신에 ε값이 작을수록 모두 성능이 향상되는 경향성을 확인하고, 최종 reward 의 

차이에 따라 TD 의 성능이 변화가 더 크다는 것을 확인하였다. 

 

 
Ⅰ. 서론  

네트워크 환경이 모바일 기기와 IoT 기기의 

증가로 통신량이 급증함에 따라 효율적인 데이터 

전송 프로토콜의 필요성이 커져가고 있다. 이에 

부응하여 추가적으로 통신시설을 증축하지 않고도 

네트워크의 효율성을 높일 수 있는 강화학습을 

활용한 통신 프로토콜 알고리즘이 많이 

제안되어왔다. 기존 연구에서는 라우팅 프로토콜에 

강화학습의 일종인 Q-learning 을 활용하여 노드 

경로 선택을 최적화하는 방식으로 네트워크의 

효율성을 높이는 연구가 주를 이뤘다. [1][2]  

본 논문에서는 통신 알고리즘에 강화학습을 

적용하여 서로 다른 노드가 동시에 데이터를 

전송하여 충돌하는 상황을 방지하고자 한다. 기존에 

연구가 많이 이루어진 노드는 서로의 상황을 

모르고 일방적으로 데이터를 전송하므로 통신을 

위한 알고리즘으로 model-free prediction 이 

적합하다. model-free 알고리즘은 환경에 대한 

모델을 세우기 어려운 경우에 적용할 수 있고, 여러 

도메인에 동일한 방법을 적용할 수 있다는 장점이 

있다. prediction 은 선택한 policy 를 따랐을 때의 

value function 을 찾는 문제이며 최적의 해를 

찾기보다 value 로의 수렴 여부가 중요하다. 본 

논문에서는 기존 연구에서 주로 다루어진 Q-

learning 기반 알고리즘 보다 더 기초적인 강화학습 

알고리즘 중 Monte-Carlo(MC)와 Temporal-

Difference(TD) 두 가지 방식을 통신노드의 미디엄 

액세스 프로토콜에 적용하여 성능을 비교함으로써 

네트워크의 효율성을 더 높일 수 있는 방안을 

비교분석하였다. 

 

Ⅱ. 본론  

MC 는 episode 를 진행하며 return 을 

저장해두고 episode 가 종료된 이후에 그 결과로 

학습한다. return 은 discounted reward 이며 

다음과 같다. 

𝐺𝑡 = 𝑅𝑡+1 + 𝛾𝑅𝑡+2 +… + 𝛾𝑇−1𝑅𝑇  (1) 

 위의 return 에 따라 policy 𝜋 에 대한 value 

function 은 다음과 같다. 

𝑣𝜋(s) = 𝐸𝜋[𝐺𝑡 | 𝑆𝑡 = s]          (2) 

Episode 가 진행됨에 따라 다음과 같이 value 

function 이 업데이트된다. 

 V(𝑆𝑡)  ← V(𝑆𝑡)+ 𝛼(𝐺𝑡 −  V(𝑆𝑡)) (3) 

MC 는 실행한 후에 통계를 내는 단순한 원리로 

episode 가 끝나야만 적용이 가능한데, TD 는 

MC 와 다르게 완전하지 않은 episode 에서도 

학습이 가능하다. 이 경우 value function 은 다음과 

같이 업데이트할 수 있다. 

mailto:fhfgdvd96@naver.com
mailto:wlsqur479@gmail.com
mailto:jungle126@gmail.com
mailto:ji9620@gmail.com
mailto:cromany@naver.com


V(𝑆𝑡)  ← V(𝑆𝑡)+ 𝛼(𝑅𝑡+1 + 𝛾𝑉(𝑆𝑡+1)   −  V(𝑆𝑡)) (4) 

MC 에서의 value function 에서 𝐺𝑡는 discounted 

reward 의 합이었지만, TD 에서는 episode 가 

완료되어야 하는 𝐺𝑡  대신에 다음 step 의 예측으로 

현재 예측을 업데이트하는 𝑅𝑡+1 + 𝛾𝑉(𝑆𝑡+1)  를 

사용한 것을 볼 수 있다. 

본 논문에서 진행된 실험은 다음과 같은 환경을 

가정하여 설계되었다. 10Mbyte 의 데이터를 

1Mbyte 씩 나누어 전송하여 10 개의 slot 으로 

이루어진 stage 에 데이터를 다 전송할 경우 한 

episode 가 끝난 것으로 가정하고 1Mbyte 를 

전송하는 것을 한 step 으로 가정하였다. 크게 MC 

알고리즘은 한 episode 가 끝났을 때마다, TD 

알고리즘은 한 step 을 수행할 때마다 policy 를 

업데이트한다는 차이가 있다.  

실험은 총 2 가지 방식으로 진행되었으며 이는 

다음과 같다. 실험 1 은 epsilon (ε) -greedy 

알고리즘을 활용하여 ε 값이 작을수록 예측 

value 값이 가장 큰 행동을 선택할 가능성이 크고 ε 

값이 클수록 무작위적으로 행동을 선택한다는 점을 

고려하여 ε 값에 따른 randomness 가 각 

알고리즘의 성능에 미치는 영향을 분석하기 위한 

실험이다. 이를 확인하고자 TD/MC 알고리즘에 0.5, 

0.05 의 ε값을 주어 얼마나 성공적으로 데이터를 

전송하였는지를 비교하였다. Fig1 그래프는 

실험 1 의 결과를 보여준다. 

실험 2 는 TD/MC 알고리즘에 reward 가 미치는 

영향을 비교 분석하기 위해 설계되었다. reward 를 

R1(한 step 을 수행하고 받는 reward), R2(모든 

step 이 끝난 episode 종료 후 받는 reward)로 

구분하여 R1=R2 인 경우, R1<R2 인 경우로 

reward 값을 조정하여 실험하였다. Fig2 그래프는 

실험 2 의 결과를 보여준다. 

 

Fig 1. 𝛆 값에 따른 알고리즘의 성능변화 

 

위의 그래프는 MC 와 TD 에 각각 고정된 

reward 값에 서로 다른 𝜀값을 주어 나온 결과이다. 

𝜀의 값이 클수록 다음 step 에 random 한 선택을 

할 확률이 높아진다. 위의 그래프에서 볼 수 있듯, 

𝜀 의 값이 작을수록 TD 가 MC 에 비해 더 빨리 

수렴하게 되어 유리한 결과를 보여주지만, 𝜀의 값이 

커질 경우 그 반대의 결과가 나오게 된다. 

 
Fig 2. Reward에 따른 알고리즘의 성능변화 

 

위의 그래프는 reward 값에 따른 MC 와 TD 의 

결과이다. 기본적으로 R1 을 1 로 부여하고, R1=R2

일 때와 R1<R2 일 때를 비교하였다. 그래프는 각 

unit 이 episode 당 받은 전체 reward 를 서로 다른 

random seed 에 대한 평균값으로 표준화하여 나타

낸 결과이다.  500 개의 random seed 를 적용한 환

경으로, ε -greedy 방식으로 action 을 선택했다. 

TD 는 step 마다 random 한 확률을 가져 

exploration 적인 선택을 하게 했고, MC 는 첫 선택

을 해당 step 에 고정적으로 가져가게 하여 TD 에 

비해 더 greedy 한 action 선택을 하였다. 위의 그

래프에서 볼 수 있듯이, MC 의 경우 reward 의 차

이에 큰 영향을 받지 않아 비슷한 그래프를 그리는 

경향을 보였고, TD 는 R2 가 커짐에 따라 수렴속도

와 변동폭의 안정성이 다소 떨어지는 경향을 보였

다. 

 

Ⅲ. 결론  

본 논문에서는 MC 와 TD 를 사용한 노드 간 

통신에 𝜀값이 작을수록 빠르게 목표치에 수렴하는 

경향성을 확인하였다. 𝜀값이 작을 경우, MC 와 TD 

모두 임의적인 선택이 아닌 greedy 한 선택을 더 

많이 하게 되므로 𝜀 값이 큰 경우보다 더 빨리 

수렴하게 된다. 반면, reward 의 크기 변화가 

MC 에 미치는 영향은 제한적이며 TD 의 경우 

Bias 가 생겨 성능에 변동성이 커지는 부작용이 

나타날 수 있다. 결과적으로 두 알고리즘 모두에 

결정적인 영향을 미치는 요소는 ε값으로, TD 가 더 

greedy 한 선택을 할수록 MC 보다 유리해지는 

경향을 보인다는 것을 확인하였다. 
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